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Настоящее исследование посвящено вопросам построения и совершен-
ствования классификационных моделей машинного обучения для задач 
сферы финансовых рисков. Проводится обзор работ в области основных 
подходов к минимизации финансовых рисков с помощью применения 
продвинутых методов искусственного интеллекта и машинного обуче-
ния, современных эффективных моделей, а также конкретных машинных 
экспериментов с наборами финансовых данных. Поднимается вопрос 
о необходимости применения методов объяснимого искусственного 
интеллекта для интерпретации сложных моделей. Авторами были вы-
браны восемь перспективных моделей машинного обучения, в качестве 
базовой модели была принята эффективная модель градиентного бустин-
га CatboostClassifier. В работе проводилось сравнение ее показателей 
качества с показателями пяти моделей, представляющих модификации 
базовой Catboost, а также с моделями IsolationForest и wrapper-модели. 
Для тестирования всех моделей использовались открытые данные, вклю-
чая четыре набора данных по розничному кредитованию и один набор с 
транзакционными данными по операциям с кредитными картами. Наши 
расчеты не выявили существенных различий между модификациями мо-
дели CatboostClassifier по характеристике ROC_AUC. В то же время модели 
IsolationForest и wrapper показали значимое улучшение этой характери-
стики на данных по кредитованию. 
Ключевые слова: финансовые риски, кредитный скоринг, обнаружение 
мошенничества, машинное обучение, методы объяснимого искусствен-
ного интеллекта, Catboost, SHAP.
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Abstract
This study is devoted to the issues of constructing and improving classification 
models of machine learning for problems in the field of financial risks. A review 
of works in the field of the main approaches to minimizing financial risks using 
advanced methods of artificial intelligence and machine learning, modern ef-
fective models, as well as specific machine experiments with sets of financial 
data is provided. The issue of the need to apply methods of explainable arti-
ficial intelligence to interpret complex models is raised. The authors selected 
8 promising machine learning models, and the effective gradient boosting 
model CatboostClassifier was adopted as the basic model. In the work, its 
quality indicators were compared with the indicators of 5 models represent-
ing modifications of the basic Catboost, as well as with the IsolationForest and 
wrapper models. Open data were used to test all models, including 4 data sets 
on retail lending and 1 set with transactional data on credit card operations. 
Our calculations did not reveal significant differences between the modifica-
tions of the CatboostClassifier model in terms of the ROC_AUC characteristic. 
At the same time, the IsolationForest and wrapper models showed a significant 
improvement in this characteristic on the lending data.
Keywords 
FInancial risks, credit scoring, fraud detection, machine learning, explainable 
artificial intelligence methods, Catboost, SHAP.
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ВВЕДЕНИЕ
В настоящее время модели ИИ и машинного обучения активно успешно 

применяются финансовыми учреждениями для управления финансовыми 
рисками. Это связано как с огромным ростом финансовых операций, в 
том числе онлайн-транзакций, так и с постоянным совершенствовани-
ем моделей и алгоритмов ИИ, превосходящих традиционные подходы. 
Новые подходы позволяют банкам и другим финансовым организациям 
сокращать затраты с одновременным расширением операционной дея-
тельности, способствуют повышению лояльности клиентов и доходности.

Традиционным применением ИИ в банках является кредитный скоринг, 
который позволяет снижать риски кредитования благодаря выявлению 
ненадежных заемщиков. Алгоритмы машинного обучения применяются 
в системах кредитного конвейера, что позволяет автоматизировать и 
оптимизировать обработку заявок на кредит.

Другим направлением применения механизмов ИИ является обнару-
жение мошенничества с кредитными картами благодаря способности 
таких моделей на основе анализа больших объемов данных выявлять 
аномальные транзакции.

Хотя методы и модели ИИ вывели на новый уровень бизнес-процессы 
и механизмы мониторинга и снижения финансовых рисков, сами модели 
вносят риски при их автоматизированном или автоматическом встраива-
нии в процессы принятия решений, так как представляют собой «черные 
ящики» и не обладают наглядностью и объяснимостью более простых 
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моделей. Поэтому важной задачей являются развитие и 
применение к построенным моделям методов объясни-
мого искусственного интеллекта (XAI).

В нашем исследовании мы ставим целью изучить воз-
можности современных моделей МО и ИИ для снижения 
кредитных и операционных рисков. Мы провели машин-
ные эксперименты по построению классификаторов с 
данными, относящихся к розничному кредитованию (три 
набора данных), к потребительскому кредиту (один набор 
данных) и операциям с кредитными картами (один набор 
данных). Для каждого набора данных применялись восемь 
наиболее продвинутых моделей МО, зарекомендовавших 
себя в финансовых приложениях. 

ОБЗОР ЛИТЕРАТУРЫ
Мл и риск-менеджмент
В работе [1] приводится краткий обзор основных ме-

тодов искусственного интеллекта (ИИ) и машинного об-
учения, применяемых в финансовых организациях. Рас-
сматриваются успешные результаты применения этих 
моделей в основных сферах финансовых рисков. Авто-
ры выделяют некоторые существенные практические 
проблемы, связанные с такими моделями. Важнейшей 
проблемой авторы считают недостаточность или недо-
ступность качественных данных, необходимых для об-
учения моделей. Отсутствие в достаточном количестве 
квалифицированных специалистов в области ИИ отме-
чается как следующая по важности проблема. Авторы 
отмечают, что руководители финансовых организаций 
должны понимать, что разработка и внедрение моделей 
ИИ представляют собой непрерывный процесс, требу-
ющий постоянного мониторинга и оценки. Необходимо 
также учитывать риски, связанные с непрозрачностью 
сложных моделей и этические проблемы. 

В обзоре [2] дается систематический анализ появляю-
щихся во все большем числе исследований по примене-
нию машинного обучения для управления финансовыми 
рисками. Авторами выделены наиболее значимые за по-
следнее десятилетие публикации. Авторы дают классифи-
кацию задач управления финансовыми рисками и сопо-
ставляют с этими задачами соответствующие методы МО. 
Для каждого класса задач выделяются зоны, связанные 
с основными проблемами: отсутствием общедоступных 
наборов данных, сложностью алгоритмов, отсутствием 
объяснимости работы моделей и возможной дискрими-
национностью моделей глубокого обучения

В качестве одного из важных направлений развития ме-
тодов МО в финансовом секторе авторы рассматривают 
федеративное обучение, в котором для сохранения кон-
фиденциальности и безопасности данных используются 
распределенные методы обучения. Федеративное обу-
чение – это новая тенденция, которая позволяет обучать 
модели МО на нескольких серверах, без перемещения 
данных. 

Недавние исследования показывают, что объединение 
нескольких классификаторов, т.е. ансамблевое обучение, 
дает по сравнению с отдельными моделями лучшие харак-
теристики качества и точности. В работе [3] проводилось 

изучение как статистических методов, так и методов ис-
кусственного интеллекта применительно к задаче кредит-
ного скоринга. Авторы провели сравнительную оценку 
производительности ансамблевых методов с такими ба-
зовыми моделями МО, как логистическая регрессия, дере-
вья решений, искусственные нейронные сети и опорные 
векторы. Их эксперименты показывают превосходство 
ансамблевых методов над базовыми по значениям сред-
ней точности, ошибкам I и II типа. Аналогичные результаты 
получены при решении задачи кредитного скоринга на 
реальных наборах данных [4].

В статье [5] дается достаточно полный обзор примене-
ния гибридных моделей и мягких вычислений для про-
гнозирования банкротства.

 
Explainable Ai
Современные модели машинного обучения облада-

ют высокой сложностью и представляют собой черный 
ящик. Применение таких моделей в финансовой сфере 
вызывает недоверие к результатам. Для повышения до-
верия необходимо использовать методы объяснимого 
искусственного интеллекта (XAI). Наиболее полно эти 
методы описаны в [6]. Методы XAI подразделяются на 
моделеспецифичные и независимые от модели (мо-
дельно-агностические). Модельно-независимые ме-
тоды делятся на глобальные и локальные. Глобальные 
объясняют принципы работы модели на всем наборе 
данных, локальные фокусируются на индивидуальных 
предсказаниях. Наиболее широко применяются локаль-
ные методы LIME и SHAP.

В методе LIME (Local interpretable model-agnostic 
explanations) для конкретного примера генерируются 
возмущенные значения, и строится простая интерпре-
тируемая модель. Полученная модель может объяснять 
предсказания исходной модели локально [7].

Метод SHAP (SHapley Additive exPlanations) основан на 
теории кооперативных игр и использует концепцию Шеп-
ли для распределения важности признаков. Он предостав-
ляет вклад каждого признака в конкретный прогноз [8, 9]. 
SHAP-значения показывают, насколько признак изменил 
итоговый прогноз по сравнению с базовым значением. 
Подходы в задачах управления кредитным риском рас-
смотрены в [10, 11, 12].

Подход Partial Dependence Plots (PDP) отображает вли-
яние изменения одного признака на прогноз, учитывая 
средние значения остальных признаков [13].

В [14] проводится сравнение методов интерпретации 
на примере данных по продажам. Автор выделяет высо-
кую эффективность методов PDP и SHAP. В [15] изучается 
применение машинного обучения в банках на трех зада-
чах: кредитные риски, кредитование физлиц и транзакци-
онные риски. Самым эффективным оказался локальный 
метод SHAP.

Некоторые модели (случайные леса, градиентный бу-
стинг) предоставляют встроенные метрики важности при-
знаков [16]. Метод регуляризации LASSO может уменьшать 
коэффициенты до нуля, что дает понимание вклада при-
знаков в модель [17].
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ОБЗОР РАБОТ ПО КРЕДИТОВАНИЮ
В обзоре [18] отмечается важность изучения эконо-

мических и финансовых последствий машинного об-
учения при оценке кредитного риска. Рассматриваются 
традиционные методы оценки кредитного риска и их 
ограничения. Алгоритмы машинного обучения пред-
лагают расширенные возможности благодаря учету 
сложных закономерностей в данных и демонстрируют 
превосходную производительность при обработке не-
линейных и многомерных данных. Однако продвину-
тые модели МО требуют применения дополнительных 
методов для достижения интерпретируемости. Автор 
уделяет внимание работам, применяющим методы SHAP 
и LIME для повышения интерпретируемости сложных 
моделей МО.

В исследовании [19] оценивается производительность 
нескольких моделей машинного обучения — логистиче-
ской регрессии, случайного леса, градиентного усиления 
(XGBoost), опорных векторных машин (SVM) и нейрон-
ных сетей при прогнозировании кредитного риска. Ре-
зультаты показывают, что градиентный спуск (XGBoost) 
превзошел другие модели по всем метрикам качества. 
Нейронные сети и SVM показали хорошие результаты 
по точности, но были более ресурсоемкими и менее 
интерпретируемыми. Исследователи делают вывод, что 
Gradient Boosting (XGBoost) является наиболее подхо-
дящей моделью для управления крупномасштабными 
кредитными рисками.

В статье [20] предлагается подход с использованием 
стекированного классификатора в сочетании с методом 
выбора признаков (FS) на основе фильтра. Предлагае-
мая модель включает базовые оценщики: случайный лес 
(RF), усиление градиента (GB) и экстремальное усиление 
градиента (XGB). Метод FS основан на теории прироста 
информации (IG). Экспериментальные результаты пока-
зывают, что предлагаемый stacked-классификатор пре-
восходит отдельные оценщики и другие существующие 
методы.

В работе [21] для прогнозирования дефолта исполь-
зуются модели логистической регрессии, дерева реше-
ний, XGBoost и LightGBM. Результаты показывают, что 
LightGBM и XGBoost превосходят модели логистической 
регрессии и дерева решений. Авторы использовали ло-
кальный интерпретируемый подход к модельно-агности-
ческим объяснениям. Результаты показывают, что срок 
кредита, кредитный рейтинг и сумма кредита существен-
но влияют на прогнозируемые результаты.

В статье [22] рассматривается проектирование модели 
машинного обучения в финансовом трейдинге и прогно-
зировании рисков. Представлены история количествен-
ных инвестиций и применение машинного обучения в 
финансовой количественной оценке. Демонстрируется 
процесс построения и оценки модели случайного леса. 
Хотя случайный лес немного менее точен, чем XGBoost, 
он имеет высокую производительность. Авторы отме-
чают, что случайные леса могут превзойти XGBoost при 
работе с большими наборами данных, учитывая низкую 
сложность модели и высокую скорость обучения.

МАТЕРИАЛЫ И МЕТОДЫ
В работе применялись модели для оценки финансовых 

рисков:
1.	 CatboostClassifier.
2.	 SHAP_col_weights.
3.	 bagg_temp_08.
4.	 scale_pos_weights.
5.	 RFE.
6.	 RFE_SHAP.
7.	 IsolationForest IF_outlier_model.
8.	 wrapper_model.

1. Модель градиентного бустинга CatboostClassifier 
(базовая). Ансамблевые методы бустинга основаны на 
последовательном построении моделей (деревья реше-
ний), где каждая следующая модель строится на основе 
результатов предыдущих. CatboostClassifier разработана 
компанией Яндекс на основе градиентного бустинга с 
использованием градиентов второго порядка, обработ-
ки категориальных признаков и поддержки больших 
наборов данных. Принята в качестве базовой модели. 
Во избежание переобучения применялась досрочная 
остановка при отсутствии улучшения качества на про-
тяжении 100 итераций.

2. SHAP_col_weights SHAP (SHapley Additive exPlana-
tions) – модельно-независимая методология для интер-
претации моделей. SHAP-значения показывают вклад 
каждого признака в прогноз. В модели значения призна-
ков учитываются в соответствии с весами Shapley values. 
Обучается временная базовая модель, затем с помощью 
TreeExplainer рассчитываются веса признаков.

3. Модель баггинга bagg_temp_08 Баггинг (bootstrap 
aggregating) делит тренировочные данные случайным 
образом и обучает несколько моделей, объединяя про-
гнозы усреднением. В эксперименте параметр «bagging_
temperature» снижен до 0,8 с 1,0 по умолчанию.

4. Учет дисбаланса классов (scale_pos_weights). Финан-
совые данные не сбалансированы – доля положитель-
ного класса варьируется от 0,1 до 10%. В модели учтен 
дисбаланс классов заданием параметра scale_pos_weight 
в обратном соответствии доли положительного класса.

5. Модель RFE Рекурсивное исключение признаков 
(Recursive Feature Elimination). Начинается с двух самых 
важных переменных, и рекурсивно добавляются пере-
менные с меньшей важностью до прекращения роста по-
казателей качества. Важность определяется встроенным 
методом «model.feature_importances_».

6. Модель RFE_SHAP аналогична RFE, но важность 
признаков определяется из Shapley values. Использует-
ся TreeExplainer для преобразования данных в Shapley 
values с расчетом модуля суммы по каждому столбцу.

7. Isolation Forest (IF). Алгоритм обнаружения аномалий 
на основе ансамблевой модели случайного леса. Объ-
екты удаленного класса выделяются за меньшее число 
итераций. Имеет линейную временную сложность и ра-
ботает с большими многомерными данными.

8. Модель обертка wrapper_model. Методы wrapper 
оптимизируют работу моделей выбором подмножества 
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признаков, выявляя взаимодействия между признаками. 
Для обучения модели обертки используются валидаци-
онные данные.

ОПИСАНИЕ НАБОРОВ ДАННЫХ
Для сравнительного анализа отобраны пять наборов 

данных с www.kaggle.com (табл. 1). Исключены наборы 
с высокими значениями ROC-AUC 95-99% из-за вероят-
ности утечки данных.

Набор 1 [23]. Финансовые транзакции для обнаружения 
мошенничества с атрибутами транзакций, демографиче-
скими данными клиентов и паттернами использования.

Набор 2 [24]. Более 300 тысяч записей по кредитованию 
с более чем 100 признаками.

Набор 3 [25]. Coursera Loan Default Prediction Chal-
lenge – 255 347 строк и 18 столбцов.

Набор 4 [26]. NeurIPS 2022 – шесть синтетических на-
боров данных по мошенничеству с банковскими счетами, 
основанных на реальных данных. Имеют крайне низкую 
распространенность положительного класса (доля 0,01).

Набор 5 [27]. Данные небанковской финансовой ком-
пании по более чем 120000 автокредитов.

Для увеличения достоверности полученных результа-
тов была выбрана следующая схема валидации: для каж-
дого из пяти наборов данных наблюдения разделялись 
с помощью метода кросс-валидации StratifiedShuffleSplit 
на тренировочные (50%) и тестовые(50%) данные. Для 
каждого набора тренировочных данных пять раз про-
водилось разбиение на тренировочный и тестовый на-
боры данных с помощью метода кросс-валидации kFold 
(20% – на тестовые данные, 80% – данные для обучения). 

Таким образом, для каждого эксперимента было прове-
дено 125 замеров показателей качества. Всего для этой 
работы обучено более 1625 моделей машинного обуче-
ния и проведены замеры их показателей качества. Это 
позволило вычислить статистически значимые различия 
в показателях качества базовой модели и моделей с при-
менением предлагаемых методик.

При проведении экспериментов проводился замер 
Area Under the Receiver Operating Characteristic Curve 
(ROC_AUC). Данный показатель применяется для бинар-
ных классификаторов при наличии несбалансированных 
классов. Выбор данного показателя произведен исходя 
из особенностей финансовых данных, для которых ха-
рактерна несбалансированность положительного класса.

РЕЗУЛЬТАТЫ
Всего было проведено 1625 замеров показателей ка-

чества. На каждом эксперименте и наборе данных счи-
тались среднее значение ROC_AUC, доверительные 
интервалы и p-value. Результаты экспериментов представ- 
лены в табл. 2.

В ходе исследования были выявлены два метода (IF_
outlier_second_model, wrapper_model), которые во всех 
наборах данных приводят к статистически значимому 
улучшению показателей качества в финансовых данных. 
В ходе дальнейших исследований необходимо рассмо-
треть механизмамы оптимизации этих методов.

Метод SHAP_col_weights показал статистически значи-
мые отрицательные результаты. Это означает, что веса 
признаков не следует задавать пропорционально вкладу 
Shapley values.

Таблица 1 
Перечень наборов данных, используемых в исследовании

List of data sets used in the study

№ Наименование Отрасль
Количество 

строк
Количество 

столбцов
Доля положительного 

класса
1 Transactions Data Bank. Fraud Detection Финансы 1 048 316 11 0,17
2 Loan Defaulter Финансы 307 511 122 0,08
3 Loan Default Prediction Dataset Финансы 255 347 18 0,12
4 Bank Account Fraud Dataset Suite (NeurIPS 2022) Финансы 1 000 000 32 0,01
5 Automobile Loan Default Dataset Финансы 121 856 40 0,08

Таблица 2
Результаты экспериментов. Значения метрики ROC_AUC

Experimental results. ROC_AUC metric values

№ Модель
Transactions 

Data Bank. Fraud 
Detection (1)

Loan  
Defaulter

(2)

Loan Default  
Prediction Dataset

(3)

Bank Account Fraud 
Dataset Suite  

(NeurIPS 2022)

Automobile 
Loan Default 

Dataset
1 CatboostClassifier (базовая) 0,885 0,757 0,755 0,896 0,745
2 SHAP_col_weights 0,885 0,747 0,750 0,883 0,734
3 bagg_temp_08 0,885 0,757 0,756 0,897 0,744
4 scale_pos_weight 0,885 0,755 0,756 0,894 0,738
5 RFE 0,885 0,757 0,754 0,895 0,744
6 RFE_SHAP 0,884 0,757 0,753 0,896 0,743
7 IsolationForest 0,847 0,779 0,762 0,901 0,790
8 wrapper_model 0,877 0,774 0,765 0,899 0,769
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Два метода в среднем показали улучшение (bagg_
temp_08, SHAP_col_interaction), но это улучшение стати-
стически незначимо. В ходе дальнейших экспериментов 
мы планируем изменить параметры моделей с тем, чтобы 
получить статистически значимые результаты.

ОБСУЖДЕНИЕ
Анализ результатов показывает, что набор данных № 1 

существенно отличается от остальных наборов данных, 
представляя собой транзакционные данные. У него самая 
большая доля положительного класса (17%). Этот случай 
реалистичен для микрофинансовых организаций. В ходе 
дальнейших исследований мы дополним машинные экс-
перименты расчетами на еще нескольких наборах дан-
ных с мошенническими транзакциями и проанализируем 
поведение рассматриваемых методов в разрезе доли 
положительного класса. 

Замена встроенной в алгоритм важности признаков 
значениями Shapley values не привела к значимому по-
вышению качества модели, что согласуется с выводами 
авторов исследования [19]. 

В методе SHAP_col_interaction использовалась инфор-
мация о вкладе Shapley values в итоговый прогноз на ва-
лидационных данных. В дальнейших экспериментах для 
генерации наиболее связанных переменных необходи-
мо брать информацию из параметра библиотеки SHAP 
explainer.shap_interaction_values.

Полученные результаты во многом совпадают с прак-
тическим опытом работы авторов в финансовом секторе.
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Якутуголь организовал экскурсию  
на разрез для экспертов молодежного форума

Компания «Якутуголь» (АО ХК «Якут-
уголь», входит в Группу «Мечел») орга-
низовала обзорную экскурсию на разрез 
«Нерюнгринский» для экспертов форума 
активной молодежи Нерюнгринского 
района «Главные смыслы». Посещение разреза стало 
частью программы форума, на котором обсуждались ак-
туальные вопросы молодежной политики и социально-
экономического развития района. 

Экскурсия началась с обязательного вводного инструк-
тажа по технике безопасности. Затем участники подня-
лись на смотровую площадку, откуда открывается вид на 
огромную чашу разреза. С такого расстояния огромные 

экскаваторы и самосвалы кажутся игру-
шечными на фоне бескрайних угольных 
горизонтов. Особый интерес вызвал дис-
петчерский пункт, откуда осуществляется 
круглосуточный контроль и координация 

всех производственных процессов. Гости разреза смогли 
увидеть, как с помощью передовых IT-решений осущест-
вляется управление сложным процессом добычи, опти-
мизируется логистика и обеспечивается бесперебойная 
работа всего предприятия.

«После такого визита понимаешь, что в Нерюнгринском 
районе есть масса возможностей для самореализации, 
и наша молодежь должна знать об этом. Наглядно вид-
но, что в современном горном производстве востребо-
ваны не только рабочие специальности, но и инженеры,  
IT-специалисты, аналитики», – отметила эксперт на-
ставников сервиса «Росмолодежь. Гранты» нерюн-
гринка Наталья Угарова.

«Я впервые посетил угольный разрез. И именно здесь 
ощущаются промышленные масштабы нашей стра-
ны», – поделился эксперт сервиса «Росмолодежь. Гран-
ты» из Твери Константин Шадров.

«Для компании «Якутуголь» важно, чтобы молодые люди 
видели реальные перспективы и возможности, которые 
открывает перед ними местная промышленность. Орга-
низация экскурсий - это часть общей стратегии Группы 
«Мечел» в области профориентации и привлечения мо-
лодых специалистов», – сказал генеральный директор  
АО ХК «Якутуголь» Олег Михайлов. 

Пресс-служба АО ХК «Якутуголь»




